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深度学习 

深度学习，一般指多层网络结构以及相应的训练方法，这些方法大部分都 
是基于神经网络。 

对比：浅层学习，我们熟悉的很多模型和算法例如 SVM，回归树和分类 
树以及树的集成等。 

图像识别，语音识别，自然语言处理，人工智能 

机器学习的主流方法、偏工程、算力要求 

同时包含了非线性建模、特征提取和降维三个特点 

（深度）监督学习：常见的神经网络如 DNN、CNN、RNN 

（深度）无监督学习：VAE 和 GAN 

（深度）强化学习 
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前馈神经网络和反向传播算法 
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前馈神经网络和反向传播算法 前馈神经网络 

神经元 

神经元：包含输入输出和信息处理的单元 
神经网络：由多个神经元组成。 

感知器（Perception）：y = f(z) = f(xTw − b) 

x：输入信息，w：权重向量，z = xTw：输入信息汇总，  
f：激活函数，y = f(z)：经过激活函数处理产生的输出。 
b：偏差项，类似回归的截距项。 
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前馈神经网络和反向传播算法 前馈神经网络 

神经元 (感知器) 

感知器结构： 

y = f(z) = f(xTw − b) 

权重的迭代更新规则： 

(l+1) (l) w = w + η(y − ̂ (l) 
i  i  y )x T  

i  

(l+1) 
i  i  

T  (l+1) ŷ = f(x  w ) 

其中 η >  0 是学习率 (learning rate)。，  

目标函数：最小化 
∑  

− y T  
i  i  (x w) 

i∈M 

其中 M 是错误分类点的集合。 

线性可分时：感知器算法可以在有限步内收敛到一个分割超平面。 

线性不可分时：支持向量机可以看成是对感知器的改进和拓展，引入基扩 
张后可以有效处理。 
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前馈神经网络和反向传播算法 前馈神经网络 

前馈神经网络 
 

单隐含层前馈神经网络 

隐含层和输出层拥有激活函数。 
输入层和输出层结点固定不变，隐含层的层数及神经元数可调节 

深度神经网络：具有多个隐含层的神经网络 

深度学习：不同类型的深度神经网络及其中权重的有效训练方法 
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前馈神经网络和反向传播算法 反向传播算法 

梯度下降算法 

神经网络训练中最常用的算法之一。 

目标函数：最小化 
n  ∑  

ℓ(θ) = L i  i  (y , f(x ; θ)) 
i=1 

L：损失函数，f：神经网络结构，θ：神经网络的权重参数 

参数更新过程： 

θ(l+1) (l)  ∂ℓ  

(l) 

=  θ − η 

 
=  θ − η 

∂θ 
n  ∑  

i=1 

i  i  ∂L(y , f(x ; θ)) 

∂θ 

其中 η 为学习率（Learning rate）。 

样本量很少的凸优化问题，可以很快达到全局最优。 
如果数据量太大，参数更新一次需要大量计算。 

改进：随机梯度下降算法（SGD） 
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前馈神经网络和反向传播算法 反向传播算法 

梯度下降算法改进 

随机梯度下降算法（SGD）： 

梯度下降算法的随机近似。每次迭代只使用一个训练数据更新参数 

θ(l+1) = θ(l) − η i  i  ∂L(y , f(x ; θ)) 

∂θ 

SGD 需要以某种顺序遍历训练样本多次，直到收敛。 

mini-batch SGD：将数据分多个小批量的子集，每次取出一个子集样本 S 

来更新参数 

θ(l+1) = θ(l) − η 
∑  

i∈S  

i  i  ∂L(y , f(x ; θ)) 

∂θ 

mini-batch 的大小一般设为 128 或者 256。 
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前馈神经网络和反向传播算法 反向传播算法 

反向传播算法 
 

反向传播 (BP)：实现梯度下降算法的有效途径 
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前馈神经网络和反向传播算法 反向传播算法 

反向传播算法 

反向传播 (BP)：实现梯度下降算法的有效途径 

1. 最小化残差平方和 

i=1 j=1 

2. 梯度下降法更新参数 θ 

 
N K  ∑  ∑ 

T  
j  j  i  ℓ(θ) = yi  − β σ(w x ) 

2 

 

(l+1) 
j  

(l) 
j  β = β − η∂ℓ/∂β (l) 

j  

w (l+1) 
jk  

(l) 
jk  

= w − η∂ℓ/∂w (l) 
jk  

其中 

(l) 
j  

N  ∑  
∂ℓ/∂β =   −2 { 

i=1 

i  
(l) 

i  y − f (x )} (l)T  
j  i  σ(w x ) 

(l) 
jk  

N  ∑  
∂ℓ/∂w =   −2 { 

=
1 

i  
(l) 

i  y − f (x )} ′ (l) (l)T  
j  βj   σ (w x )x i  ik  
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前馈神经网络和反向传播算法 反向传播算法 

反向传播算法 

i  i  
(l) (l) 

i  记 δ = y − f (x )， 有 

∂ℓ/∂β 
(l) 
j  

N  ∑  

i=1 

(l) (l)T  
j  i  =  −2 δi    σ(w x ) 

s (l) 
i j  

(l) ( l+1) 
i  j  

′ (l)T  
j  i  =  δ     β σ (w x ) 

∂ℓ/∂w 
(l) 
jk  

N  ∑  
(l) 
i j  =  −2 s x ik  

i=1 

 
反向传播算法 

1. forward pass：信息从输入层逐层向前传播 
(l) (l) (l)T  
j  j  j  i  根据当前的参数 w 和 β   ，依次算出隐含层 σ(w x ) 和残差 

i  i  
(l) (l) 

i  δ = y − f (x )， 

2. backward pass：误差从输出层逐层向后传播， 
根据以上三式，和梯度下降更新式，依次更新 βj 和 wj。 
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前馈神经网络和反向传播算法 反向传播算法 

随机梯度算法的改进 

Momentum：对梯度进行加权平均，以指数平均为例。 
m(l) = βm(l−1) + (1 − β)∇J(l) 

θ(l+1) = θ(l) − η m(l) 

RMSProp：对梯度的平方加权指数平均，并更新学习率， 

v(l) = βv(l−1) + (1 − β)(∇J(l))2 

θ(l+1) = θ(l) + η 
∇J  (l) 

√  
v(l) + ϵ 

Adam：结合动量和 RMSProp， 
m(l) = β1m(l−1) + (1 − β1)∇J(l) 

v(l) = β2v(l−1) + (1 − β2)(∇J(l))2 

(l) (l) l 
1 

m̂ = m /(1 − β ), 

(l) (l) l 
2 

v̂ = v /(1 − β ) 

θ(l+1) = θ(l) − ηm̂ (l)/
√

v(l) + ϵ 
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前馈神经网络和反向传播算法 反向传播算法 

激活函数和梯度消失问题 

震荡（Zigzag）问题 

若激活函数恒大于零，使用随机梯度下降算法更 β  时， 

  ∂ℓ  

∂β 
(l) 
j  

i  i  = −2{y − f (x )} (l) (l)T  
j  i  σ(w x ) 

所有 βj 梯度同号，梯度更新时可能会产生来回震荡，算法收敛慢 

梯度消失问题 

导数在某区间之外取值很小时： 
使用反向传播算法时导数逐渐变为 0，网络参数很难被更新。 
某些神经元可能永远也不会被激活，参数无法更新， 

这种现象被称作“死区”，也是梯度消失的一种表现形式。 
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反向传播算法 前馈神经网络和反向传播算法 
 

激活函数和梯度消失问题 

Sigmoid 函数 [震荡][梯度消失] 

σ(z) = 
1 

1 + e−z 

tanh 函数 [梯度消失] 

tanh(z) = 
  2  

1 + e−2z 
− 1 

修正线性单元 (ReLU)[z <  0梯度消失] 

ReLU(z) = 
z z >  0 
0    z ≤ 0 

{  

 
{  

Leaky ReLU 

Leaky ReLU(z) = 
z z >  0 
αz    z ≤ 0 

参数化 ReLU(PReLU)  
随机化 ReLU(RReLU)  

ELU 
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前馈神经网络和反向传播算法 反向传播算法 

案例分析 

目标和背景： 

目标：预测未来一天股票的涨跌概率，并根据预测结果构建投资组合。 

解决方案和程序： 

把逻辑回归方法替换为前馈神经网络，其他部分保持不变。 
可以看到，在预测效果和组合回报上，神经网络方法比逻辑回归有较大提 
升，但略差于 GBDT 和 XGBoost。 

Figure: 神经网络构建投资组合的表现 
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网络结构 
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网络结构 卷积神经网络 CNN 

卷积神经网络 CNN 

广泛应用于图像，视频，音频和文本数据， 

CNN 区别于其他神经网络模型的主要特征是卷积运算操作。 

卷积运算 

池化 
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网络结构 卷积神经网络 CNN 

卷积神经网络 CNN 

卷积结构 

卷积神经网络一般包含输入层、卷积层、激活函数层、池化层、标准化 
层、全连接层、输出层基础层级结构 

◮ 卷积层 -激活函数层 
◮ 卷积层 -激活函数层 -池化层 
◮ 卷积层 -激活函数层 -池化层 -标准化层 

LeNet 

输入 -卷积层 -池化层 -卷积层 -池化层 -卷积层 -全连接 -输出 
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网络结构 卷积神经网络 CNN 

卷积神经网络 CNN 

AlexNet(2012) 

AlexNet 具有 8 个模块，有 5 

个卷积模块和 3 个全连接模 
块。 

VGGNet(2014) 

16 层 VGGNet 的网络结构，里面 
所有的卷积核都使用 3*3 的大小，  
池化层都使用大小为 2*2，步长为 
2 的最大池化。 
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网络结构 循环网络 RNN 

循环网络 RNN 

用于处理序列输入和序列输出的特殊神经网络。 

在文本生成、图像描述生成、机器翻译、语音识别方面的应用中取得了很 
大的成功。 

Elman network： 

st = σs(Ust−1 + Wxt)  

ot = σo(Vst) 

 
t 时刻的隐状态依赖于t − 1 时刻的隐状态 st−1。 
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网络结构 循环网络 RNN 

循环网络 RNN 

Jordan network 
st = σs(Uot−1 + Wxt) 

ot = σo(Vst) 

隐含层 t 时刻的隐状态依赖于t − 1 时刻的输出 ot−1。 
（区别于 Elman network，依赖于 t − 1 时刻的隐状态 st−1） 

Minimal gated unit(Gated Recurrent Unit (GRU) 的简化形式)： 

ft = σg(Wfxt + Ufot−1 + bf) 

ot = ft ◦ ot−1 + (1 − ft) ◦ σo(Whxt + Ut(ft ◦ ot−1) + bh) 

ft 是 t 时刻的遗忘门，依赖于 t − 1 时刻的输出 ot−1 

Fully gated unit(GRU 的标准形式)： 

ft = σg(Wfxt + Ufot−1 + bf)  rt 

= σg(Wrxt + Urot−1 + br)  ot 

= ft ◦ ot−1 + (1 − ft) ◦ σo(Whxt + Ut(rt ◦ ot−1) + bh) 

遗忘门 ft 又称为更新门。多了一个重设门reset gate rt 
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网络结构 循环网络 RNN 

循环网络 RNN 

LSTM(长短记忆单元)： 

ft = σg(Wfxt + Ufot−1 + bf)  

rt = σg(Wrxt + Urot−1 + br) 

ct = ft ◦ ct−1 + rt ◦ σc(Wcxt + Ucot−1 + bh) 

ot = σg(Woxt + Uoot−1 + bo) ◦ σh(ct) 

其中，ft 是遗忘门，rt 是输入控制，ct 是记忆细胞 
σg(Woxt + Uoot−1 + bo) 代表输出控制，σg、σc 和 σh 是激活函数 

Peephole LSTM 

将遗忘门、输入控制、输出控制和记忆细胞中的 ot−1 替换为 ct−1 
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网络结构 Dropout 和批标准化 

Dropout 和批标准化 

Dropout 

◮ 解决过拟合问题。 
◮ 在梯度下降训练的过程中，随机舍弃部分神经元，更新参数 
◮ 类似于训练多个不同的神经网络并取平均预测值。 

类比于集成模型，如 bagging，random forest 

批标准化（Batch Normalization，BN） 

◮ 用于提高神经网络的稳定性和效果。 
◮ 对每个隐藏层的输入进行标准化 

x∗ = (x − µx)/σx 

BN(x) = αx∗ + β 

通常建议把批标准化放置在激活函数 σ(·) 之前的位置，  

即将原来的 z = σ(wTx + b) 变为 z = σ(BN(wTx + b))。 
◮ 具有类似正则化和平滑的功能。 

BN 效果类似或者优于 dropout，一般使用 BN 不要需再使用 dropout 
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网络结构 残差网络 

残差网络 

退化: 

网络层数增加时，参数更多模型更复杂，但训练误差会变大。 
这种现象称为退化，不是过拟合导致的。 

深度残差网络主要思想： 

拟合目标映射 H(x) 与输入的残差 F(x) = H(x) − x，而非直接求目标映射。 

一般形式： 

H(x) = F(W, x) + x 

输入和输出的维度不一致，可以引入线性投影矩阵 U： 

H(x) = F(W, x) + Ux 

是较浅网络集成学习 
一定程度上规避了梯度消失带来的问题。 

AlphaGo Zero，使用具有 19 个或 39 个残差单元的卷积残差网络。 
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自编码和生成模型 
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自编码和生成模型 

自编码和生成模型 

无监督学习：X 的分布 fX(x) 相关的量或特征 

◮ 低维： 
⋆  估计 fX(x)，从中抽样生成新的数据，分布接近原始分布。 
⋆  如核密度估计。 

◮ 高维： 
⋆  引入一些结构表示数据的特征，在特征基础上生成新数据。 
⋆  如 PCA 。 
⋆  层级结构的神经网络在特征学习中表现出更强的能力，因此基于神经 

网络的生成模型具有更好的表现。 
 

深度无监督学习：具有深度网络结构的无监督学习 

◮ 包括受限波尔兹曼机和深度信念网络，各种自编码器，表示学习/特 
征学习，生成模型等。 
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自编码和生成模型 自编码 

自编码 

具有重构功能的神经网络 
将输入映射到隐含层，并用隐含层重构输入数据。 
隐含层又称为 code 层，能表示输入数据的某些特征 

编码：从输入到隐含层的映射 

T  
e  j  hj = σ (w x ), j = 1, 2, · · · , q 

解码：隐含层到输出重构的映射 

T  
d j  Zj = σ (b h), j = 1, 2, · · · , p 

极小化重构误差 
N  ∑  

i  i  ℓ(w, b) = L(x , z ) 
i=1 

记 f : x ›→ h，g : h ›→ z，则自编码目标函数： 

L(x, g(f(x))) 

机器学习与 python 实践 ()  28 / 43 第十一章 深度学习 



自编码和生成模型 自编码 

自编码 
 

有多个隐含层的自编码器 

优势类似于多层神经网络对单层神经网络的优势。直接通过梯度下降法或 
堆栈的方式逐层学习。 

降噪自编码 
在编码过程中对输入加入噪音，产生含有噪音的输入 x。 

˜  

目的：避免模型过拟合，改善泛化能力。 
目标函数： 

L(x, g(f(x))) 
˜  

稀疏自编码 

对自编码的隐含层 h 加入惩罚项，使得隐含层中尽量少的单元被激活。 
目标函数： 

L(x, g(f(x))) + P(f(x)) 

其中 P(f(x)) 是对隐含层 h = f(x) 的惩罚。 
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自编码和生成模型 自编码 

自编码 -例 

目标和背景 

对手写数据集”zip.train” 中手写数字 3 进行特征分析 
使用自编码器对比主成分分析 

解决方案和程序 

f(x) 对应主成分分析的 VT(x − x̄ )， 
g(f(x)) 对应主成分分析的 x̄ + VVT(x − x̄ )。 

自编码中隐含层某个单元数值与主成分分析中的投影得分对应 
不同：主成分使用了线性变换，而自编码使用了非线性变换。 

(a) (b) (c) (d) 

 
第一个隐含层单元：宽 -窄特征，对应第一主成分。 
第三个隐含层单元：长翘尾特征，对应第四主成分。 
自编码的神经网络训练过程有一定随机性，在特征提取上不稳定 
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自编码和生成模型 自编码 

逐层特征学习 

多层神经网络引入 ReLU，批标准化等技术之前很难训练 

逐层特征学习是深度神经网络参数初始化和预训练方法 

受限波尔兹曼机 RBM+ 贪婪逐层训练：  
得到堆栈式的 RBM 网络，即深度信念网络 

自编码器 + 逐层特征学习： 
类似栈式 RBM 网络，自编码器逐层训练，得到栈式自编码 

(1) 训练自编码器，得到隐含层， 
(2) 将隐含层当作自编码器输入，得到第二个隐含层。 

◮ 如此重复逐层学习原始数据的特征。 

变体：如堆栈降噪自编码等。 
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自编码和生成模型 自编码 

逐层特征学习 

引入 ReLU，批标准化后 

不需要通过逐层学习的方式来获得初始化参数， 
但在一些缺少标签的数据中，逐层特征学习仍是种可行的方法。 

通过反卷积方法，通过可视化发现深度卷积神经网络中各个隐含层代表原 
始输入不同层次的特征，后一层特征比前一层更抽象。 

在监督学习中，很多时候高级的特征对类别预测有很大帮助，深度学习在 
特征提取上相对于浅层学习具有天然优势。 
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自编码和生成模型 生成模型 

生成对抗网络 GAN 

学习数据的分布的新方法，可以生成非常逼真，接近真实的图像 

思想：生成器和判别器两个神经网络彼此博弈。 

生成网络的优化目标（给定判别网络 Dθ ）: 

ϕ  z z∼p (z) min E log θ ϕ  (1 − D (G (z))) 

判别网络的优化目标 (给定生成网络 Gϕ): 

θ x x∼p (x) max E log θ (D (x )) + E z∼p(z) θ ϕ  log(1 − D (G (z))) 

统一的形式的优化目标: 

min max E log 
ϕ  θ 

x∼p(x) θ (D (x )) + E z∼p(z) θ ϕ  log(1 − D (G (z))) 

推广模型：如 DCGAN，条件 GAN，f-GAN，pBig-GAN，  
Wasserstein-GAN，Bidirectional GAN, 等。 
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自编码和生成模型 生成模型 

变分自编码 VAE 

基于自编码的生成模型，在图像生成和半监督学习中有很好表现 

编码表达 

pθ (x, h) = pθ (h|x)p(x) 

pθ (x|h) 是一个具有神经网络结构的条件分布，如多元正态分布 

解码表达 

qϕ(x, h) = qϕ(x|h)q(h) 

类似的，qϕ(x|h) 是一个具有神经网络结构的条件分布 

求解：最小化 qϕ(x, h) 到 pθ (x, h) 的 KL 距离 
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自编码和生成模型 生成模型 

变分自编码 VAE 

最小化 

KL(pθ (h|x)p(x)||qϕ(x|h)q(h)) 

∼ ( ) 

∫  

x  p  x θ 
=  E p (h|x ) log θ 

p(x)p (h|x) 

ϕ  
q (x|h )q(h) 

dh 

= Ex∼p(x) 

[
−Eh∼pθ (h|x) log qϕ(x|h) + KL(pθ (h|x)||q(h))

] 
+ constant 

第一项：从条件分布 pθ (h|xi) 抽样，代入计算 log qϕ(xi|h∗) 导数。 

第二项：假设 q(h) 是标准多元正态分布，对第二项化简求导数。 

最小化第一项：最小化重构误差， 
最小化第二项：编码模型生成的隐变量的分布接近标准多元正态 

这两项是有对抗意味的 
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揭开深度学习的黑箱？ 

目录 

1 前馈神经网络和反向传播算法 
 

2 网络结构 

3 自编码和生成模型 

4 揭开深度学习的黑箱？ 
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揭开深度学习的黑箱？ 

揭开深度学习的黑箱？ 

深度神经网络和深度学习的成功涵盖了监督学习，无监督学习和强化学习三个主 
流的机器学习领域。 

◮  监督学习: 深度卷积网络，循环神经网络， 
◮  无监督学习: 生成对抗网络，变分自编码， 
◮ 强化学习:Alpha Go 等， 

为何深度学习有效？ 
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揭开深度学习的黑箱？ 

特征提取和降维 

数据维数不高，数据量不大时，浅层学习足够。 

高维和大量数据，如处理图像这种高维数据时，深度学习。 

深度学习方法突出优点： 

同时兼备了非线性建模、特征提取和降维三个特点 

深度学习是如何实现特征提取的？ 
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揭开深度学习的黑箱？ 

信息瓶颈 

万能近似定理： 

具有一个隐含层的前馈神经网络可以逼近一个（紧集上）任意连续函数。 

但是，池化，dropout ，降噪自编码中给输入数据增加噪音。为什么在限制神经网 

络的能力？ 
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揭开深度学习的黑箱？ 

信息瓶颈 

信息瓶颈理论： 

提供了一种深度学习的解释，即控制层与层之间流动的信息量 

以变分自编码为例 

Ex∼p(x) 

[
−Eh∼pθ (h|x) log qϕ(x|h) + KL(pθ (h|x)||q(h))

] 

* 第一项代表重构误差，是编码模型生成隐含层并代入到解码模型的似然 

可以写作 I(x, ̂ x)，其中 x̂ 是 x 的某种表 

* 第二项可以近似看成是信息量 E[KL(pθ (h|x)||p(h))] 的一个上界，它的作用是控制 

流入隐含层的信息量。可以写作 I(x, h)。 
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揭开深度学习的黑箱？ 

信息瓶颈 

 1 

N 

Beta-变分自编码（Beta-VAE） 

−Eh∼pθ (h|xi) 
log qϕ(xi|h) + βKL(pθ (h|xi)||q(h)) 

用到监督学习，如变分信息瓶颈： 

N  ∑  

i= 1  

[  

h∼pθ (h|xi) ϕ       i  θ  i  −E log q (y |h) + βKL(p (h|x )||q(h)) 
]  

变分自编码的目标函数与变分信息瓶颈的目标函数是一致的 

I(x; ̂ x)  − βI(y; ̂ x) 

* 第一项是极小化基于特征表示（隐含层）的重构误差， 

第二项用来控制流入隐含层的信息量。 

* 一个好的表示应能保留 x 中与 y 相关信息，抛弃 x 中与预测 y 不相关信息。 在

信息瓶颈的模式中，神经网络的每一层都可以控制信息量的流入，因此信息量 

（隐含层表示与标签的互信息）从输入到输出将逐渐递减。 

* 信息瓶颈的研究还给出了信息量估计的上界，以及神经网络性能度量。 
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结语 

结语 

深度学习在多个领域取得巨大成功 

深度学习通过多层神经网络逐层抽象，实现自动特征提取 

深度神经网络同时具有特征提取、非线性建模和降维的能力 

信息瓶颈：一些网络设计和训练技巧限制了层间信息流动量 

理论方面期待更多的研究成果 
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